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摘要:以金融领域的科技文献作为实验数据ꎬ提出了一种新的用于动态挖掘领域相关的作者研究兴趣的复合主题演化模型ꎮ
该模型能够获取作者在不同时间片下的主题概率分布以及主题下词汇概率分布ꎬ并充分考虑作者在合作作者文献中的排名

对于其研究主题和主题变化的影响ꎮ 通过金融领域的实证研究表明ꎬ该复合主题演化模型能够有效地揭示金融领域作者研

究兴趣的动态变化ꎮ
关键词:主题演化模型ꎻ复合主题演化模型ꎻ主题挖掘
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０　 引言

科技文献是科学技术人员经过科学实验研究ꎬ对自然、社会科学或者工程技术等领域内的问题进行分析

研究ꎬ反映领域内的新理论、新思想、新技术的学术论文ꎮ 科技文献的海量增长给研究学者在进行学术交流

和学习中高效获取有用信息提出了棘手的挑战ꎮ 从科研人员的学术研究行为来看ꎬ在其研究某领域的主题

之前ꎬ通常需要了解该主题在某时间段内的主要内容ꎬ以及该主题的研究内容随时间的变化等ꎮ 对某一领域

内各个主题的研究内容以及各个主题的研究发展趋势进行手工获取和分析需要花费科研工作者较多的精

力ꎬ如果借助机器学习、人工智能等辅助手段ꎬ则能有效节省科研工作者的信息获取时间ꎮ
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　 　 针对上述问题ꎬ本文以金融领域的科技文献作为实验数据ꎬ提出了一种新的用于动态挖掘领域相关的作

者研究兴趣的 ＡＴＴ￣ＬＤＡ(ａｕｔｈｏｒ ｔｏｐｉｃ ｔｉｍｅ￣ｌａｔｅｎｔ ｄｉｒｉｃｈｌｅｔ ａｌｌｏｃａｔｉｏｎ ｗｉｔｈ ａｕｔｈｏｒ ｒａｎｋｉｎｇ)复合主题演化模型ꎮ
该模型能够获取作者在不同时间片下的主题概率分布以及主题下词汇概率分布ꎬ并充分考虑作者在合作作

者文献中的排名对其研究主题和主题变化的影响ꎬ能够较好地挖掘作者在连续的时间段内的研究兴趣以及

随着时间变化其兴趣强度的变化趋势ꎬ从而让科研人员更深入、更全面地了解作者主题的发展变化ꎬ进而快

速地找到适合的科研合作者或为其科研决策提供帮助等ꎮ

１　 相关工作

在主题建模领域ꎬ最为经典的方法是 Ｂｌｅｉ 等[１]提出的 ＬＤＡ ( ｌａｔｅｎｔ ｄｉｒｉｃｈｌｅｔ ａｌｌｏｃａｔｉｏｎ)模型ꎬ该模型主要

用于对文档进行主题建模ꎮ Ｒｏｓｅｎ￣Ｚｖｉ 等[２￣３]提出了 ＡＴ(ａｕｔｈｏｒ￣ｔｏｐｉｃ)模型ꎬ将科研人员所对应的作者－主题

分布应用于 ＬＤＡ 模型中ꎬ从而发现作者的主题信息也就是作者的研究兴趣ꎮ 该模型的缺陷在于其首先假定

每个作者只研究一个主题ꎮ 为了克服这一限制ꎬＭｉｍｎｏ 等[４] 在 ＡＴ 模型的基础上构建了 ＡＰＴ ( ａｕｔｈｏｒ￣ｐｅｒ￣
ｓｏｎａ￣ｔｏｐｉｃ)模型ꎮ 该模型将科技文献分为多类ꎬ这些类代表该科研人员不同的“身份(ｐｅｒｓｏｎａ)”ꎬ并给出了

一种估计研究兴趣个数的启发式方法ꎮ 在此基础上ꎬＫａｗａｍａｅ[５￣６]对 ＡＰＴ 的数据来源进行扩充ꎬ提出了一种

以文档类为基础的 ＡＩＴ(ａｕｔｈｏｒ￣ｉｎｔｅｒｅｓｔ￣ｔｏｐｉｃ)模型ꎮ 在国内ꎬ李纲等[７] 从作者微观个体研究兴趣角度出发ꎬ
通过对作者合著网络中作者关联关键词集的研究ꎬ定量地验证研究兴趣相似是作者合作的一个动机ꎮ 徐戈

等[８]对于主题模型在自然语言处理中的发展进行了详细的介绍和分析ꎬ有助于我们更深刻理解主题模型发

展中各项工作的联系ꎮ 为了更准确、更合理地进行科研合作推荐ꎬ刘萍等[９]运用社会网络理论ꎬ在社区划分

的基础上ꎬ构建基于 ＬＤＡ 的作者兴趣模型ꎬ然后对作者的相关文献进行分析ꎬ实现科研合作推荐的目的ꎮ
Ｈａｎ[１０]提出了一个改进的 ＬＤＡ 模型ꎬ应用于新闻媒体领域中ꎬ从社会媒体评论中提取出隐含的主题类别体ꎬ
用以描述用户的兴趣和兴趣热点内容ꎬ该方法能够有效提高个性化的社会化媒体服务ꎮ 余传明等[１１]提出一

种结合 ＬＤＡ 主题模型和自然语言处理技术的方法用以挖掘用户评论热点ꎮ 陈文涛等[１２]分析了不同的主题

模型ꎬ通过实验比较了 ３ 种主题模型构建微博用户兴趣模型的性能ꎮ
在作者兴趣的动态演化ꎬ较多学者从时间变化趋势、地理变化趋势等多角度进行研究ꎮ 通常而言ꎬ对于

作者兴趣随时间变化的分析方法有 ３ 种[１３]:第 １ 种是将时间因素作为主题模型的内在变量ꎻ第 ２ 种是先获

取主题再离散到时间窗ꎻ第 ３ 种是先离散到时间窗再获取主题ꎮ Ｂｌｅｉ 等[１４] 借助时间序列分析方法构建了

ＤＴＭ(ｄｙｎａｍｉｃ ｔｏｐｉｃ ｍｏｄｅｌ)模型ꎬ该方法在时间切片的基础上进行主题建模ꎮ 由于先对数据集进行了切分ꎬ
其后进行的主题发现实验所获得的主题内容并不是一致的ꎬ因此相邻时间片间的主题难以进行追踪ꎮ 另外ꎬ
该方法中的时间粒度的选择也会对实验结果产生较大影响ꎮ 在此之后ꎬＷａｎｇ 等[１５] 和 Ｘｕ 等[１６] 在 ＤＴＭ 模

型的基础上分别提出了 ｃＤＴＭ 模型以及 ＴｏＴ( ｔｏｐｉｃ ｏｖｅｒ ｔｉｍｅ)模型ꎮ 倪丽萍等[１７]针对主题演化分析中阈值

设定和主题漂移的问题ꎬ提出一种 ＬＤＡ￣ＡＰ 主题演化模型ꎬ利用 ＡＰ 聚类算法对不同时间窗口内的多个主题

进行聚类ꎬ其中计算主题相似度采用加入时间衰减因子的 ＪＳ 散度来度量ꎬ最后对多个主题内容进行演化分

析ꎮ 与此相关的研究的还包括作者－主题模型以及相关主题模型等ꎮ 作者－主题模型 (ａｕｔｈｏｒ￣ｔｏｐｉｃ ｍｏｄｅｌꎬ
ＡＴＭ) [２￣３]利用话题对文章作者和文章内容建模ꎬ话题分布受到作者分布的影响ꎬＣＴＭ(ｃｏｒｒｅｌａｔｅｄ ｔｏｐｉｃ ｍｏｄ￣
ｅｌ) [１４]不仅考虑文档之间的关系ꎬ还引入了话题间的关系ꎮ 史庆伟等[１８]针对挖掘大规模科技文献中作者、主
题和时间及其关系的问题ꎬ考虑科技文献的内外部特征ꎬ提出了一个作者主题演化(ＡＴｏＴ)模型ꎮ 廖君华

等[１９]开发了一套分析主题变化的系统ꎬ实现了网络热点话题数据源自动定制、自动获取和自动存储ꎮ 针对

中文话题分析ꎬ李保利等[２０]提出了一种考虑无意义话题对于主题演化的负面影响的主题模型ꎮ 这种方法首

先利用 ＬＤＡ 模型对已经进行时间切片的数据集进行话题抽取ꎬ得到不同数量的话题ꎬ并借助简单启发式规

则从主题强度和内容进行分析ꎬ以得到研究主题的演化趋势ꎮ
基于上述研究方法ꎬ本文在 ＴＯＴ 模型基础上加以改进ꎬ提出了作者－主题分布的 ＡＴＴ 模型ꎬ同时在

ＬＤＡ 模型的基础上加入作者在合作者文献中的排名因素得到 ＬＤＡ(ＡＲ)模型ꎬ并将这 ２ 种模型相结合ꎬ通
过 ＡＴＴ￣ＬＤＡ(ＡＲ)复合主题模型来研究金融领域内的作者研究兴趣在不同时间切片下的变化情况ꎮ
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图 １　 ＡＴＴ 模型
Ｆｉｇ.１　 ＡＴＴ ｍｏｄｅｌ

２　 作者研究兴趣建模

２.１　 ＡＴＴ 模型

将时间因素引入模型ꎬ在 ＴＯＴ 模型[１６] 的基础上将“作者－词
汇”矩阵取代“文档－词汇”矩阵形成一个“作者－主题”演化模型

ＡＴＴ(ａｕｈｔｏｒ￣ｔｏｐｉｃ￣ｔｉｍｅ)模型ꎬＡＴＴ 模型概率图如图 １ 所示ꎬ符号

说明见表 １ꎮ 在 ＡＴＴ 模型中ꎬ将同一个时间段下的文档合并为一

篇文档ꎬ每位作者在一个时间片下只对应一篇文档ꎬ将作者－词汇

矩阵作为输入应用于 ＡＴＴ 模型ꎮ 从图 １ 中可以看出ꎬ主题 ｚ 下的

词汇分布由文档下的词汇以及时间共同决定ꎮ

表 １　 符号说明
Ｔａｂｌｅ １　 Ｓｙｍｂｏｌ ｄｅｓｃｒｉｐｔｉｏｎ

符号 　 　 　 　 　 　 　 　 　 　 　 描述

Ｋ 主题的数量

Ａ 作者的数量

Ｖ 词项的数量

Ｎａｔ 作者 ａｔ 文档中单词的数量

ϑａｔ 作者 ａｔ 上的主题多项分布ꎬΘ＝{ϑａｔ} Ａ
ａｔ＝ １(Ａ × Ｋ ｍａｔｒｉｘ)

φｋ 主题 ｋ 上的词项多项分布ꎬΦ ＝ {φｋ} Ｋ
ｋ＝ １(Ｋ × Ｖ ｍａｔｒｉｘ)

ψｋ 主题 ｋ 随时间变化的贝塔分布ꎬΨ ＝{ψｋ} Ｋ
ｋ＝ １(Ｋ × ２ ｍａｔｒｉｘ)

ｚａｔꎬＮ 作者 ａｔ 文档中第 ｎ 个词的主题

ｗａｔꎬＮ 作者 ａｔ 文档中第 ｎ 个词

ｔａｔꎬＮ 作者 ａｔ 文档中第 ｎ 个词的时间戳

α 作者多项分布 ϑａｔ的狄利克雷先验分布ꎬＫ 维向量

β 主题多项分布 φｋ 的狄利克雷先验分布ꎬＶ 维向量

　 　 在图 １ 中ꎬ某一词汇的产生过程的步骤如下:
１) 对于每个主题 ｋ∈[１ꎬＫ]ꎬ依据狄利克雷先验 β 抽取多项分布 φｋ ~Ｄｉｒｉｃｈｌｅｔ(β)ꎻ
２) 对于每个作者 ａｔ∈[１ꎬＡ]ꎬ依据狄利克雷先验 α 抽取多项分布 ϑａｔ ~Ｄｉｒｉｃｈｌｅｔ(α)ꎻ
３) 对于每个作者的文档中的每个单词 ｎ∈[１ꎬＮａｔ]ꎬ(ａ)抽取一个主题ꎬｚａｔꎬｎ ~Ｍｕｌｔｉｎｏｍｉａｌ(ϑａｔ)ꎬ(ｂ)抽取

一个单词ꎬｗａｔꎬｎ ~Ｍｕｌｔｉｎｏｍｉａｌ(φｚａｔꎬｎ)ꎻ(ｃ)抽取一个时间戳 ｔａｔꎬｎ ~Ｂｅｔａ(ψｚａｔꎬｎ)ꎮ
如上述过程所示ꎬ主题的后验分布取决于作者文档和时间两种信息ꎮ ＡＴＴ 模型需要计算的参数:

ϑａｔ ｜α~Ｄｉｒｉｃｈｌｅｔ(α)ꎬφｋ ｜β~Ｄｉｒｉｃｈｌｅｔ(β)ꎬｚａｔꎬｎ ｜ ϑａｔ ~ Ｍｕｌｔｉｎｏｍｉａｌ(ϑａｔ )ꎬｗａｔꎬｎ ｜ φｚａｔꎬｎ ~ Ｍｕｌｔｉｎｏｍｉａｌ(φｚａｔꎬｎ)ꎬ ｔａｔꎬｎ ｜
ψｚａｔꎬｎ ~Ｍｕｌｔｉｎｏｍｉａｌ(ψｚａｔꎬｎ)ꎮ 通过直接计算的方法是无法得到这些参数值的ꎬ可通过抽样的方法进行简单地

估计ꎮ
２.２　 ＬＤＡ(ＡＲ)模型

在文献数据中ꎬ２５.６％的文献为多个作者合作发表ꎬ而作者排名也会体现出其研究兴趣ꎮ 基于此ꎬ本文

提出 ＬＤＡ(ＡＲ)(ＬＤＡ￣ａｕｔｈｏｒ ｒａｎｋｉｎｇ)模型ꎬ该模型首先使用 ＬＤＡ 主题模型对整个文献集挖掘主题信息ꎬ后
离散到时间窗并加入了作者的排名信息的方式ꎬ获取作者下的主题分布ꎬ分析在排名信息影响下作者主题强

度随时间变化趋势ꎬ具体的模型流程如图 ２ 所示ꎮ
　 　 首先ꎬ将数据集中的文档－词汇矩阵输入 ＬＤＡ 主题模型中ꎬ通过计算可以获取到文档－主题概率分布

(ϑｄ)ꎬ主题－词项概率分布(ϕＴ)ꎬ然后根据设置好的时间切片方式和文档标记的时间戳ꎬ使文档落到不同的

时间窗中ꎮ 为了获取各个时间段内作者－主题概率分布ꎬ整合作者在同一个时间段内的文档－主题概率分布

(θＡ)ꎬ并在文档－主题概率分布中加入作者排名特征ꎬ即公式:
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θＡ ＝
∑
ｍ

１
λｍꎬｔθｄｍꎬｔ

ｍ
ꎬ (１)

其中ꎬｍ 为该作者所发表的文献数量ꎬｔ 为某一个时间段ꎬλ 为作者排名的权重信息ꎬ其计算公式为

λｍꎬｔꎬｒ ＝
ｎ ＋ １ － ｒ

ｎ
ꎮ (２)

其中ꎬｎ 为该作者的第 ｍ 篇文献中合作作者个数ꎬｒ 为该作者在此篇文献中的排名ꎮ

图 ２　 ＬＤＡ(ＡＲ) 模型流程图
Ｆｉｇ.２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＬＤＡ(ＡＲ) ｍｏｄｅｌ

　 　 公式(１) 和(２) 的思想是排名越靠后的作者对该文档的主题兴趣越弱ꎬ而对排名第一的作者ꎬ本文认为

该文献能够很好地表达该作者的主题兴趣ꎬ故权值为 １ꎬ排名越后的作者权值越小ꎬ排序为 ｉ ＋ １ 的作者兴趣

度权重比排序为 ｉ 的作者兴趣度权重低 １ / ｎꎮ 本文所提出的算法的目的是测量作者在各主题上的兴趣度ꎬ不
同于作者对文献的贡献度ꎬ模型中同一论文的各个作者的权重之和不一定等于 １ꎮ

由于 ＡＴＴ 模型的输入是时间 － 作者 － 词汇矩阵ꎬ一个作者在同一个时间下的文档被合并成一个词汇

集ꎬ故而失去了作者排名的因素ꎬ无法实现在 ＡＴＴ 模型中加入作者排名权重ꎬ因此ꎬ在 ＬＤＡ 模型中加入作者

权重后和 ＡＴＴ 模型组合成一个复合模型ꎮ
２.３　 复合主题演化模型

为了获取作者在连续的时间段内研究主题的概率分布ꎬ同时考虑到时间因素和作者排名对主题分布的

影响ꎬ本文构建了复合主题演化ＡＴＴ ＋ ＬＤＡ(ＡＲ) 模型ꎬ通过该模型计算作者 －主题概率分布ꎮ 其原理就是

对原始数据进行预处理获取词向量ꎬ然后分别利用ＡＴＴ模型和ＬＤＡ(ＡＲ) 模型获得作者 － 主题 － 时间概率

分布矩阵、主题 － 词项概率分布矩阵ꎻ将上一步的输出通过主题对齐和整合ꎬ得到一组作者 － 主题 － 时间概

率分布矩阵、主题 － 词项概率分布矩阵ꎬ作为最后结果输出作为最终实验结果ꎮ
研究表明ꎬ尽管通过动态主题建模得到的主题在时间轴上具有局部性ꎬ即某些主题局限于某个短的时间

内ꎬ但大多数主题在时间序列下相对稳定ꎬ极少主题出现完全转换成为另一个主题的情况[２１]ꎮ 为了探究这

些相对稳定的主题在数十年间的演化情况ꎬ我们尝试将 ＡＴＴ 模型与 ＬＤＡ￣ＡＲ 模型的主题进行对齐ꎬ然后对

主题进行动态演化分析ꎮ 具体实现流程如图 ３ 所示ꎮ
　 　 特征选择在本文中为特征词的选择ꎬ即研究作者兴趣特定的一些词ꎬ这些词区别于别的研究ꎬ特指某个

研究领域ꎬ比如金融方向的“投资”“市场”“银行”“风险” 等等ꎮ 特征权值计算在本文中为词频向量的生成ꎬ
即权值由该词出现的次数(词频) 决定ꎮ

由于 ２ 个模型所计算的主题并不是完全一致的ꎬ因此必须通过主题对齐的步骤才能将 ２ 个模型所产生

的主题一一映射ꎬ在这里采用计算相似度的方式将 ２ 个相似度最高的主题对应起来ꎮ 采用计算相似度的方
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法对主题进行追踪对应最早是由Ｂｌｅｉ等[１４] 中所提出的ＤＴＭ(ｄｙｎａｍｉｃ ｔｏｐｉｃ ｍｏｄｅｌ) 模型中提出的ꎬＤＴＭ模

型在第一章节中有详细描述ꎮ ＤＴＭ 模型首先将文档集中的文档根据其自带的时间标记切分为多个子数据

集ꎬ通过这些预处理的工作之后ꎬ设置一个确定的主题数量 Ｋꎬ再分别对每个子数据集使用 ＬＤＡ 模型进行处

理获取主题信息ꎮ 通过这样的方式可以获取到不同时间片下的主题信息ꎬ然而这样会导致每个时间片下主

题的内容信息也就是主题下的词汇内容并不一致ꎬ这就是主题不对齐的情况ꎬＢｌｅｉ 等[１４] 使用 ＫＬ 距离

(ｋｕｌｌｂａｃｋ￣ｌｅｉｂｌｅｒ ｄｉｖｅｒｇｅｎｃｅ) 计算不同时间窗内主题分布的相似程度ꎮ

图 ３　 ＡＴＴ ＋ ＬＤＡ(ＡＲ) 模型流程
Ｆｉｇ.３　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＡＴＴ ＋ ＬＤＡ(ＡＲ) ｍｏｄｅｌ

　 　 通常ꎬ对于在主题对齐步骤中所使用的相似度算法有 ２ 种:一是文本相似度计算ꎻ二是 Ｂｌｅｉ 所使用的这

种概率分布相似度计算方法ꎮ 在本文的主题对应过程中ꎬ需要通过判断主题下词汇的概率分布的相似程度

来进行主题对齐ꎬ根据实验所需ꎬ采用 ＫＬ 距离算法来计算不同主题 － 词项分布之间的相似度ꎮ ＫＬ 距离算

法如公式(３) 所示:

Ｄ(Ｐ‖Ｑ) ＝∑
ｘ∈Ｘ

Ｐ ｘ( ) ｌｏｇ Ｐ ｘ( )

Ｑ ｘ( )
ꎬ (３)

其中ꎬＤ Ｐ Ｑ( ) 表示为 Ｑ 到 Ｐ 的 ＫＬ 距离ꎬＸ 为事件ꎬＰ(ｘ)、Ｑ(ｘ) 分别为 Ｐ 和 Ｑ 的概率分布ꎮ 推广到本文的

主题相似度计算中如公式(４) 所示:

Ｄ Ｔｏｐｉｃ１ Ｔｏｐｉｃ２( ) ＝∑
ｖ∈Ｖ

Ｔｏｐｉｃ１ ｖ( ) ｌｏｇ
Ｔｏｐｉｃ１ ｖ( )

Ｔｏｐｉｃ２ ｖ( )
ꎬ (４)

其中ꎬＴｏｐｉｃ１ ＝ ｚ１ꎬｚ２ꎬ􀆺ꎬｚｋ{ } 表示为ＡＴＴ模型所产生的主题ꎻＴｏｐｉｃ２ ＝ ｚ１ꎬｚ２ꎬ􀆺ꎬｚｋ{ } 表示为 ＬＤＡ(ＡＲ) 模型

所产生的主题ꎻｖ∈ Ｖ表示词汇ꎻＤ Ｔｏｐｉｃ１ Ｔｏｐｉｃ２( ) 为ＡＴＴ模型与 ＬＤＡ(ＡＲ) 模型的主题之间的ＫＬ距离矩

阵ꎬ该矩阵大小为 Ｋ × Ｋꎮ
在计算相似度的方法将主题一一映射后ꎬ通过公式将其整合起来:

ϑＡ ＝ ρϑ１Ａ ＋ １ － ρ( ) ϑ２Ａꎬ (５)
其中ꎬϑ１Ａ 为ＡＴＴ模型得到的作者 －主题 －时间概率分布矩阵ꎻϑ２Ａ 为 ＬＤＡ(ＡＲ) 模型得到的作者 －主题 －
时间概率分布矩阵ꎻ ρ为一个[０ꎬ１] 之间的一个值ꎬ用于调节２个模型的比例ꎮ 本实验取 ρ ＝０.５ꎬ即综合考虑

２ 个模型中的排名特征以及时间因素ꎬ二者对复合模型的贡献度一样大ꎬ均为 １ / ２ꎮ

３　 实证结果与分析

３.１　 数据集

本文实验采用的数据集是从网络上抓取的２０００—２０１４年金融领域的６８ ９０５篇期刊论文ꎬ 其中作者共有

４５ ５６７ 名ꎮ 表 ２ 展示了 ２０００—２０１４ 年内所抓取的数据中每年期刊文献数量ꎬ表中显示从２０００—２００７ 年每年期

刊文献数量平均为 ３ ０００ 篇左右ꎬ在 ２００８—２０１４ 年每年期刊文献数量平均为 ５ ８００ 篇左右ꎮ
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表 ２　 金融领域期刊文献年度分布表
Ｔａｂｌｅ ２　 Ａｎｎｕａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｆｉｎａｎｃｉａｌ ｐｅｒｉｏｄｉｃａｌｓ

年份 文档篇数 总占比 / ％ 年份 文档篇数 总占比 / ％
２０００ ２ ７３６ ４.０９ ２ ００８ ５ ７９３ ８.６６
２００１ ３ １７６ ４.７５ ２ ００９ ５ ８６２ ８.７７
２００２ ３ ０５１ ４.５６ ２ ０１０ ５ ８６２ ８.７７
２００３ ３ １５０ ４.７１ ２ ０１１ ５ ８１８ ８.７０
２００４ ３ １８４ ４.７６ ２ ０１２ ５ ８０１ ８.６８
２００５ ３ ３２４ ４.９７ ２ ０１３ ５ ８１６ ８.７０
２００６ ３ ３６９ ５.０４ ２ ０１４ ５ ７９４ ８.６７
２００７ ４ １２３ ６.１７

３.２　 主题困惑度计算

困惑度(ｐｅｒｐｌｅｘｉｔｙ) 是 ＬＤＡ 模型等主题模型的一个评价标准ꎬ其定义可以理解为对于一篇文档 ｄꎬ主题

模型对该文档属于哪个主题的不确定程度就是困惑度ꎮ 在其他条件固定的情况下ꎬ困惑度越小ꎬ主题的确定

程度越高ꎬ但是容易过拟合ꎮ Ｂｌｅｉ 等[１] 中给出如下方法计算困惑度:

ｐｅｒｐｌｅｘｉｔｙ Ｄ( ) ＝ ｅｘｐ －
∑
Ｍ

ｄ ＝１
ｌｏｇ ｐ ｗｄ( )

∑
Ｍ

ｄ ＝１
Ｎｄ

ì

î

í

ï
ï

ïï

ü

þ

ý

ï
ï

ïï

ꎬ (６)

其中ꎬＮｄ 为文档 ｄ 的词汇数量(不去重)ꎻｗｄ 为文档 ｄ 中的词汇ꎻ对于文档中的每一个词汇 ｗꎬ其概率 ｐ ｗ( ) ＝

∑
ｚ
ｐ ｚ ｜ ｄ( ) × ｐ ｗ ｜ ｚ( ) ꎬ也就是该词在所有主题中概率分布的值乘以该词所属的主题在文档中的概率ꎮ

类比ＬＤＡ 模型ꎬＡＴＴ模型在计算主题困惑度时ꎬ用作者 －主题概率矩阵替换ＬＤＡ模型主题困惑度计算

公式中的文档 － 主题概率矩阵ꎮ 其中 Ｎｄ 为作者 ａ 的词汇数量(不去重)ꎻｗｄ 为作者 ａ 中的词汇ꎻ对于作者中

的每一个词汇ｗꎬ其概率 ｐ(ｗ)＝∑
ｚ
ｐ(ｚ ｜ ａ) ×ｐ(ｗ ｜ ｚ)ꎬ也就是该词在所有主题中概率分布的值乘以该词所

属的主题在作者中的概率ꎮ
为了确定本文所涉及的 ＡＴＴ 模型与 ＬＤＡ(ＡＲ) 模型实验中的主题数 ｋꎬ将参数 α设置为 ５０ / ｋꎬβ设置为

０.０１ꎬ迭代次数为 １ ０００的条件下ꎬ选定不同的 ｋ值ꎬ分别计算ＡＴＴ模型和 ＬＤＡ(ＡＲ) 模型的困惑度值进行分

析确定实验中的主题数ꎮ

图 ４　 ＡＴＴ 和 ＬＤＡ(ＡＲ) 模型主题数 － 困惑度
Ｆｉｇ.４　 ＡＴＴ ａｎｄ ＬＤＡ(ＡＲ) ｍｏｄｅｌ ｔｏｐｉｃ ｎｕｍｂｅｒ￣ｐｅｒｐｌｅｘｉｔｙ

图 ４ 展示的是保持其他参数固定不变的情

况下ꎬ主题模型的主题数 ｋ 选择从 １０ 开始逐渐

增大到 １００ 时ꎬＡＴＴ 模型与 ＬＤＡ 模型的困惑度

的值ꎬ整体展示的是 ＡＴＴ 模型与 ＬＤＡ(ＡＲ) 模

型的困惑度变化趋势ꎮ 从图 ４ 中可以看出ꎬ当
ｋ ＝３０ 时ꎬＬＤＡ(ＡＲ) 模型的困惑度最低ꎬ 为

１９４.９９３ꎬ 同时 ＡＴＴ 模型的困惑度为２２７.３８３ꎬ此

时 ＬＤＡ 模型与 ＡＴＴ 模型的困惑度都为最低

值ꎮ 根据以上分析ꎬ本文实验中 ＬＤＡ(ＡＲ) 模

型与 ＡＴＴ 模型的主题数选定为 ３０ꎮ
３.３　 主题对齐结果分析

确定 ｋ ＝ ３０ꎬ其他参数与上节困惑度实验中一致ꎬ分别计算出ＡＴＴ模型与ＬＤＡ(ＡＲ) 模型中的作者 － 主

题概率分布矩阵和主题 － 词汇概率分布矩阵ꎬ但是这 ２个模型所计算的主题并不是一一对应的ꎬ需要通过主

题对齐的步骤使之映射起来ꎮ
在本文的数据集上ꎬ这 ２ 种映射得到的主题匹配并不相同ꎮ 由表 ３ 可以看出ꎬＴｏｐｉｃ １(ＡＴＴ) 到 Ｔｏｐｉｃ

２(ＬＤＡ￣ＡＲ) 的距离为 ５.５ꎬＴｏｐｉｃ ２(ＡＴＴ) 到 Ｔｏｐｉｃ １(ＬＤＡ￣ＡＲ) 的距离为 ６.６ꎬ二者并不相同ꎮ 对比行与列

的结果可以看出ꎬ在 ＬＤＡ￣ＡＲ的所有主题中ꎬ与ＡＴＴ的主题 ｉ最近的是主题 ｊꎬ那么在ＡＴＴ的所有主题中ꎬ与
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ＬＤＡ￣ＡＲ的主题 ｊ最近的不一定是主题 ｉꎮ 由于ＡＴＴ模型中主题的概率分布受限于时间ꎬ其主题词汇概率分

布具有时间局限性ꎬ为了探究相对稳定的主题在数十年间的演化情况ꎬ本文以 ＬＤＡ￣ＡＲ 模型的主题词汇概

率分布为主ꎬ使用 ＡＴＴ 到 ＬＤＡ￣ＡＲ 的主题映射ꎬ即选取列中的最小值ꎮ
表 ３　 ＡＴＴ 模型到 ＬＤＡ￣ＡＲ 模型的 ＫＬ 距离计算结果(部分)

Ｔａｂｌｅ ３　 Ｔｈｅ ｃａｌｃｕｌａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ＫＬ ｄｉｓｔａｎｃｅ ｆｒｏｍ ＡＴＴ ｔｏ ＬＤＡ￣ＡＲ ｍｏｄｅｌ(ｐａｒｔ)

ＡＴＴ
ＬＤＡ￣ＡＲ

１ ２ ３ ４ ５ ６ ７ ８ ９ １０ １１ １２ １３ １４ １５
１ ６.１ ５.５ １０.９ ６.０ ６.１ ６.４ ５.９ ６.２ ６.４ ６.３ ６.１ ５.８ １３.３ ６.２ １３.３
２ ６.６ ６.５ １２.９ ６.５ ６.６ ６.４ ６.７ ６.４ ６.８ ６.８ ６.７ ５.２ １３.７ ６.８ １３.１
３ ５.８ ７.１ ９.８ ７.２ ７.２ ６.２ ７.０ ７.２ ７.２ ７.２ ７.１ ７.１ １３.３ ７.２ ９.８
４ ５.４ ４.９ １１.９ ６.６ ６.１ ６.５ ６.６ ６.５ ６.３ ６.６ ６.４ ６.０ １１.０ ６.５ １３.５
５ ６.１ ６.１ １２.７ ５.９ ５.８ ６.２ ６.１ ５.９ ６.１ ４.８ ５.９ ５.５ １２.７ ５.０ １２.８
６ ６.６ ７.１ １３.５ ７.３ ６.８ ５.４ ７.３ ７.３ ７.３ ７.３ ７.１ ６.９ ８.８ ７.２ １０.１
７ ６.９ ６.９ １３.６ ６.７ ６.８ ６.９ ６.８ ６.１ ６.６ ６.８ ６.９ ５.３ １３.６ ６.７ １３.１
８ ７.０ ６.８ １４.１ ６.９ ６.２ ７.１ ７.１ ５.９ ６.６ ７.１ ７.０ ６.５ １４.２ ３.４ １３.９
９ ７.０ ６.６ １２.９ ６.７ ６.９ ６.５ ６.９ ４.２ ７.０ ５.８ ７.０ ６.９ １１.９ ６.８ １３.７
１０ ６.５ ６.５ １３.２ ６.１ ６.４ ６.５ ６.５ ６.４ ６.２ ５.４ ５.９ ６.１ １３.４ ６.１ １１.８
１１ ８.２ ７.３ １３.５ ８.２ ８.２ ８.２ ６.１ ７.５ ４.３ ８.１ ８.２ ８.１ １４.２ ８.１ １３.８
１２ ７.１ ７.１ １３.７ ７.１ ７.１ ７.２ ６.９ ５.４ ６.６ ７.２ ７.０ ７.１ １４.０ ７.２ １３.７
１３ ７.８ ５.８ １０.６ ６.７ ７.３ ４.３ ７.２ ７.８ ７.８ ７.８ ７.８ ７.６ １０.７ ７.７ １２.９
１４ ７.２ ７.２ １４.０ ３.６ ６.５ ７.２ ７.０ ７.２ ７.１ ６.６ ７.０ ６.６ １４.３ ７.１ １３.１
１５ ６.１ ５.６ １２.５ ６.０ ６.０ ６.０ ５.８ ６.２ ６.１ ５.５ ５.５ ６.０ １３.０ ６.２ １２.６
１６ ７.１ ４.４ １１.３ ６.８ ７.２ ６.６ ６.８ ７.３ ７.３ ７.２ ６.４ ６.５ １４.０ ７.１ １３.９
１７ ７.３ ６.０ １３.４ ６.６ ６.６ ７.２ ７.１ ６.６ ５.６ ６.５ ６.８ ７.２ １３.２ ７.１ １３.３
１８ ５.０ ６.２ １０.３ ６.７ ７.９ ５.３ ７.６ ８.０ ７.８ ７.７ ７.８ ７.８ １０.２ ８.０ １４.１
１９ ８.０ ５.８ ９.３ ６.４ ８.０ ５.２ ８.０ ７.９ ７.８ ８.０ ７.８ ７.９ １４.１ ８.０ １４.２
２０ ４.４ ６.５ １０.１ ６.９ ７.６ ５.２ ７.７ ７.８ ７.５ ７.８ ７.８ ７.８ ９.５ ７.２ １２.０
２１ ７.９ ７.３ １２.７ ７.９ ６.９ ７.９ ７.３ ６.５ ３.１ ７.５ ７.６ ７.９ １４.９ ７.９ １４.２
２２ ６.９ ６.９ １３.１ ６.９ ６.８ ７.０ ６.９ ６.９ ７.０ ６.９ ５.９ ７.０ １３.７ ７.０ １３.６
２３ ７.３ ５.１ ９.１ ５.６ ７.２ ４.０ ７.３ ７.０ ７.１ ７.０ ６.４ ７.２ １３.３ ７.０ １３.７
２４ ６.９ ４.３ １１.４ ７.０ ７.４ ７.５ ６.２ ７.３ ７.３ ７.５ ７.４ ７.３ １３.７ ６.９ １１.２
２５ ６.８ ６.４ １３.８ ６.４ ６.６ ６.８ ６.１ ６.０ ６.４ ５.２ ６.７ ６.７ １３.８ ６.７ １３.５
２６ ４.０ ５.６ １３.０ ６.３ ６.６ ６.２ ６.４ ６.４ ６.７ ６.６ ６.７ ６.４ １１.２ ６.７ １３.５
２７ ６.４ ６.８ １２.２ ６.３ ６.３ ６.８ ６.６ ５.８ ６.６ ６.７ ６.４ ６.２ １３.４ ６.２ １３.２
２８ ７.１ ６.６ １２.９ ７.１ ７.１ ７.１ ６.９ ７.０ ６.６ ７.１ ７.１ ５.９ １２.１ ７.１ １３.１
２９ ６.９ ６.８ １３.４ ６.７ ６.６ ６.９ ６.８ ６.７ ６.８ ３.３ ６.５ ６.６ １３.７ ６.８ １３.８
３０ ６.２ ６.０ １２.３ ６.０ ６.１ ６.２ ６.２ ５.４ ５.３ ６.０ ６.２ ５.７ １３.０ ６.２ １３.０

　 　 将 ２ 种模型的主题一一对应时ꎬ我们考虑以下 ３ 种规则:
(１)选取 ＡＴＴ 模型主题与 ＬＤＡ￣ＡＲ 模型主题的 ＫＬ 距离最小值(即每列的最小值)ꎬ将其与所有主题

ＫＬ 距离的平均值(７.７)进行比对ꎬ如果小于平均值ꎬ则将其对应ꎮ 例如ꎬＬＤＡ(ＡＲ)模型中 Ｔｏｐｉｃ １ 与 ＡＴＴ
模型中 Ｔｏｐｉｃ ２６ 的 ＫＬ 距离最小为 ４.０(小于 ７.７)ꎬ于是把 ＬＤＡ(ＡＲ)模型中的 Ｔｏｐｉｃ １ 与 ＡＴＴ 模型中的

Ｔｏｐｉｃ ２６ 对应起来ꎮ
(２)如果 ＡＴＴ 模型主题与 ＬＤＡ￣ＡＲ 模型主题间的 ＫＬ 距离的最小值大于所有主题 ＫＬ 距离的平均值

(７.７)ꎬ则 ＬＤＡ(ＡＲ)模型主题与 ＡＴＴ 模型主题不进行对应ꎬ例如ꎬＬＤＡ(ＡＲ)模型中 Ｔｏｐｉｃ ３、Ｔｏｐｉｃ １３ 与

ＡＴＴ 模型主题的 ＫＬ 距离的最小值分别为 ９.１、８.８ꎬ则这 ２ 个主题单独形成主题ꎮ
(３)如果 ＬＤＡ(ＡＲ)模型中的 ２ 个主题的 ＫＬ 距离最小值同时对应 ＡＴＴ 模型中的一个主题ꎬ即列的最

小值出现在同一行ꎬ则取二者中较小值的对应主题ꎮ 例如ꎬＬＤＡ(ＡＲ)模型中的 Ｔｏｐｉｃ ７、１１ 的 ＫＬ 距离的最

小值分别为 ５.８、５.５ꎬ同时对应 ＡＴＴ 模型中的 Ｔｏｐｉｃ １５ꎬ这种情况下取 ＫＬ 距离为 ５.５ 的 Ｔｏｐｉｃ １１ 与之相对

应ꎬ而 Ｔｏｐｉｃ ７ 不与 ＡＴＴ 模型中的主题对应ꎬ作为独立的主题进行后续的观察分析ꎮ
按照上述规则ꎬ将其他的主题一一对应起来ꎬ在本次 ２ 类模型各选取的 ３０ 个模型中ꎬ共有 ２４ 对主题存
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在对齐关系ꎬ每类模型各剩余 ６ 个主题没有对齐ꎮ 为了避免主题间差异减小或者主题缺失等问题ꎬ未对齐的

１２ 个主题各自成为一个主题ꎬ其他对齐的 ２４ 个主题成对合并ꎬ共形成 ３６ 个主题ꎮ 在此基础上对作者的研

究兴趣进行动态建模ꎮ
表 ４ 所列的是部分对齐主题结果中出现概率最大的 ５ 个词ꎮ 分析表 ４ 可以发现ꎬ实验的数据集上对应

的主题在词汇分布上具有一定的共现性ꎬ例如ꎬＬＤＡ￣ＡＲ 的 Ｔｏｐｉｃ １ 和 ＡＴＴ 中的 Ｔｏｐｉｃ ２６ 均包含“银行”和
“服务”ꎬ ＬＤＡ￣ＡＲ 中的 Ｔｏｐｉｃ ２ 和 ＡＴＴ 中的 Ｔｏｐｉｃ ２４ 中均包含“风险”和“管理”ꎬ呈现较高的一致性ꎻ而在

ＬＤＡ￣ＡＲ 的 Ｔｏｐｉｃ １—Ｔｏｐｉｃ ５ 中的前 ５ 个代表词中并没有出现相同的或者语义相近的词汇ꎬ这表明不同主

题之间存在较大差异ꎮ
表 ４　 主题中出现概率最大的词(部分)

Ｔａｂｌｅ ４　 Ｔｈｅ ｗｏｒｄｓ ｗｉｔｈ ｔｈｅ ｈｉｇｈｅｓｔ ｐｒｏｂａｂｉｌｉｔｙ ｏｆ ａｐｐｅａｒａｎｃｅ ｉｎ ｅａｃｈ ｔｏｐｉｃ(ｐａｒｔ)
ＬＤＡ￣ＡＲ

Ｔｏｐｉｃ Ｗｏｒｄｓ(前 ５ 个词项)
ＡＴＴ

Ｔｏｐｉｃ Ｗｏｒｄｓ(前 ５ 个词项)

Ｔｏｐｉｃ １ 银行 ０.２８８ １ 商业 ０.１１４ ２ 服务 ０.０８８ ３ 机构
０.０４１ ６ 票据 ０.０２８ ６ Ｔｏｐｉｃ ２６ 银行 ０.１１３ １ 服务 ０.０５１ １ 风险 ０.０４０ ２ 直接

０.０２９ ２ 中央 ０.０２１ ９

Ｔｏｐｉｃ ２ 风险 ０. ２８１ ２ 管理 ０. １０９ ２ 巴塞尔协议
０.０６２ ８ 金融 ０.０４３ ７ 操作 ０.０３８ ３ Ｔｏｐｉｃ ２４ 市场 ０.０２ １ 风险 ０.１１２ ３ 管理 ０.０９５ ２ 业务

０.００９ ６ 分业 ０.００１ ９

Ｔｏｐｉｃ ３ 金融 ０.１８４ ６ 汇率 ０.１７２ ６ 经济 ０.１５４ ６ 人民
币 ０.０９９ ６ 机构 ０.０９２ ３ — 　 　 　 　 　 　 　 　 　 —

Ｔｏｐｉｃ ４ 代理 ０.０５３ ９ 现金 ０.０５３ ９ 模拟 ０.０２４ ９ 马尔
可夫链 ０.０１２ ５ 委托 ０.０１２ ５ Ｔｏｐｉｃ １４ 外汇 ０.０６４ ６ 企业 ０.０２１ ６ 发行 ０.０２１ ５ 美国 ０.

００８ １ 结构化 ０.００８ １

Ｔｏｐｉｃ ５ 股票 ０.１０７ ８ 分行 ０.０７５ ７ 动态 ０.０６８ ２ 发展
０.０６３ １ 浦东 ０.０５０ ５ Ｔｏｐｉｃ ５ 波动 ０.０５９ ０ 分析 ０.０４０ ６ 收益率 ０.０３６ ９ 收益

０.０３６ ９ 预测 ０.０３３ ２

３.４　 模型对比分析

为了分析 ＬＤＡ 模型在加入作者排名特征后的主题强度变化ꎬ先获取 ＬＤＡ 模型主题再离散到时间窗与

将时间作为内在变量的模型的主题强度变化ꎬ以及 ＡＴＴ＋ＬＤＡ(ＡＲ)复合主题模型的主题强度变化ꎮ 本文利

用传统 ＬＤＡ 模型、ＬＤＡ(ＡＲ)模型、ＡＴＴ 模型以及复合演化模型绘制作者巴曙松 Ｔｏｐｉｃ １ 的主题强度变化的

趋势图ꎬ如图 ５ 所示ꎮ

图 ５　 作者巴曙松 Ｔｏｐｉｃ １ 主题趋势变化
Ｆｉｇ.５　 Ｔｏｐｉｃ １ ｔｒｅｎｄ ｆｉｇｕｒｅ ｏｆ ａｕｔｈｏｒ ＢＡ Ｓｈｕｓｈｏｎｇ

　 　 从图 ５ 可以看出ꎬ４ 种模型的结果总体趋势呈现一致性ꎬ均显示作者对该主题的兴趣在 ２０００、２００６、
２００８、２０１３ 年左右达到峰值ꎬ在 ２００１、２００３、２０１０ 年左右达到低谷ꎮ

从局部来看ꎬ个体模型的结果存在部分差异性ꎮ 例如ꎬ从 ＬＤＡ 模型与 ＬＤＡ(ＡＲ)模型的曲线对比来看ꎬ
２００４—２００５ 年作者巴曙松对于 Ｔｏｐｉｃ １ 的兴趣在 ＬＤＡ 模型中显示为上升趋势ꎬ而加入作者排名特征后显示

为下降趋势ꎮ 通过对原始数据进行分析发现ꎬ在 ２００５ 年该作者发表的与 Ｔｏｐｉｃ １ 相关的文献中ꎬ其排名均在

较为靠后的位置ꎬ这表明 ＬＤＡ(ＡＲ)模型相较于传统 ＬＤＡ 模型而言ꎬ与现实能够更好地拟合ꎮ
从 ＬＤＡ(ＡＲ)模型与 ＡＴＴ 模型的曲线对比来看ꎬ二者在 ２００８、２０１３ 年存在明显的差异ꎮ 对比二者在这

２ 年的兴趣强度可发现ꎬＡＴＴ 模型在峰值上远远高于 ＬＤＡ(ＡＲ)模型ꎮ 这表明将时间信息作为内在变量的
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ＡＴＴ 模型相较于后验的 ＬＤＡ(ＡＲ)模型来说ꎬ对于反应同一时间段内主题强度变化更为敏锐ꎮ
从 ＡＴＴ＋ＬＤＡ(ＡＲ)复合演化模型与 ＡＴＴ 模型、ＬＤＡ(ＡＲ)模型的曲线对比来看ꎬ对于主题强度的变化

幅度相对平缓ꎮ 可以看出ꎬ复合演化模型在 ２００８、２０１３ 年的峰值数据介于 ＡＴＴ 模型和 ＬＤＡ(ＡＲ)模型之

间ꎮ 这表明ꎬ综合考虑排名特征以及时间因素影响ꎬ使将复合演化模型能够有效缓解 ＡＴＴ 模型对于主题强

度变化的敏感性ꎮ
鉴于复合演化模型对于获取作者主题强度变化趋势的有效性ꎬ 以下将阐述通过复合演化模型所获得的

作者兴趣动态变化趋势ꎮ
３.５　 作者研究兴趣动态变化的结果分析

３.５.１　 主题下作者兴趣变化分析

为了分析作者在时间变化下动态的研究兴趣变化ꎬ本文选取了知名作者巴曙松、冯宗宪和何德旭等人ꎬ
利用复合主题演化模型ꎬ绘制从 ２０００—２０１４ 年其对于 Ｔｏｐｉｃ ２ 的主题强度变化趋势ꎬ如图 ６ 所示ꎮ

图 ６　 作者 Ｔｏｐｉｃ ２ 主题趋势变化
Ｆｉｇ.６　 Ｔｏｐｉｃ ２ ｔｒｅｎｄ ｆｉｇｕｒｅ ｏｆ ａｕｔｈｏｒｓ

　 　 从图 ６ 中的 ３ 条曲线可以观察出这 ３ 名作者对于 Ｔｏｐｉｃ ２ 的研究兴趣变化ꎮ 其中ꎬ作者何德旭和冯宗宪

对 Ｔｏｐｉｃ ２ 的兴趣保持在 ０~０.０５ 之间ꎬ这表明这 ２ 名作者对该主题的兴趣相对较弱ꎻ作者巴曙松对 Ｔｏｐｉｃ ２
在多个时间段内(２００１—２００６、２００８、２０１０ 年)高于 ０.１ꎬ表明对该主题保持了较强的研究兴趣ꎮ
３.５.２　 作者下主题强度变化分析

作者巴曙松在 ２０００—２０１４ 的时间共发表了 １５０ 篇期刊文献ꎬ其中有部分的文献为与其他作者共同发

表ꎬ考虑到合作作者文献中ꎬ作者的排名对于作者主题兴趣的影响ꎬＡＴＴ＋ＬＤＡ(ＡＲ)模型的作者－主题概率

变化趋势如图 ７ 所示ꎮ

图 ７　 作者巴曙松部分主题变化
Ｆｉｇ.７　 Ｔｏｐｉｃ ｔｒｅｎｄ ｆｉｇｕｒｅ ｏｆ ａｕｔｈｏｒ Ｂａ Ｓｈｕｓｈｏｎｇ

　 　 图 ７ 显示了作者对于 ６ 个主题(Ｔｏｐｉｃ １—Ｔｏｐｉｃ ６)的兴趣演化情况ꎮ 可以看出ꎬ在上述 ６ 个主题中ꎬ作
者对 Ｔｏｐｉｃ ２ 表现出最强的兴趣ꎬ其主题强度在 ２００１—２００６、２００８、２０１０ 年等多个时间段内超过 ０.１ꎻ其次为
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Ｔｏｐｉｃ ４ꎬ其主题强度在 ２００７ 年超过 ０.１ꎻ接下来为 Ｔｏｐｉｃ １ 和 Ｔｏｐｉｃ ３ꎬ前者主题强度在 ２００８ 年超过 ０.１ꎬ后者

在 ２００２、２００６ 年超过 ０.０５ꎮ

图 ８　 作者巴曙松 ２０１４ 年主题分布图
　 Ｆｉｇ.８　 Ｔｏｐｉｃ ｄｉｓｔｒｉｂｕｔｉｏｎ ｆｉｇｕｒｅ ｏｆ ａｕｔｈｏｒ ＢＡ Ｓｈｕｓｈｉｎｇ ｉｎ ２０１４

图 ８ 是作者巴曙松在 ２０１４ 年的主题分布图ꎬ从
图中可以看出在 ２０１４ 年该作者最感兴趣的主题是

Ｔｏｐｉｃ ３０ꎬ其次是 Ｔｏｐｉｃ ３２、Ｔｏｐｉｃ ２ 和 Ｔｏｐｉｃ １１ꎮ
　 　 图 ９ 是上述 ４ 个主题(Ｔｏｐｉｃ ２、Ｔｏｐｉｃ １１、Ｔｏｐｉｃ ３０
和 Ｔｏｐｉｃ ３２)的主题河图ꎮ 图中可以直观地看出多个

主题的变化趋势ꎬ从 ２０００—２０１４ 年这 １５ 年间作者对

于这 ４ 个主题的兴趣保持在较高的水平ꎮ 在 ２００３
年ꎬ作者对于 ４ 个主题的兴趣都处在峰值状态ꎻ到
２００５ 年ꎬ该作者对于 Ｔｏｐｉｃ ２、Ｔｏｐｉｃ ６ 和 Ｔｏｐｉｃ ３０ 主

题的兴趣下滑ꎬ对 Ｔｏｐｉｃ ３２ 的兴趣到达另一个峰值

(２００５ 年 Ｔｏｐｉｃ ３２ 的主题强度高于 ２００３ 年)ꎮ 这表

明ꎬ作者研究兴趣在 ２００３—２００５ 年间更多地转移到

Ｔｏｐｉｃ ３２ 上ꎬ从而分散了对其他主题的关注度ꎮ

图 ９　 作者巴曙松主题河图(Ｔｏｐｉｃ ２、１１、３０、３２)
Ｆｉｇ.９　 Ｔｈｅｍｅ ｒｉｖｅｒ ｆｉｇｕｒｅ ｏｆ ａｕｔｈｏｒ ＢＡ Ｓｈｕｓｈｉｎｇ(Ｔｏｐｉｃ ２、１１、３０、３２)

图 １０　 作者巴曙松主题色块图
Ｆｉｇ.１０　 Ｔｏｐｉｃ ｃｏｌｏｒ ｆｉｇｕｒｅ ｏｆ ａｕｔｈｏｒ ＢＡ Ｓｈｕｓｈｉｎｇ

　 　 图 １０ 是作者巴曙松在 ２０００—２０１４ 年 ３４ 个主题的色块图ꎬ在图中正方形的色块颜色越接近深蓝色则表

示该主题的强度越小ꎬ越接近深红色则表示该主题的强度越大ꎻ其中ꎬ从 １５ 年的时间跨度上来看ꎬ作者巴曙

松对与主题 ２、４、３０、３２ 这 ４ 个主题长时间的保持感兴趣的状态ꎬ从表 ４ 中可以看到ꎬ这 ４ 个主题主要是关于

“风险管理”“代理”“资本项目”“国际金融”等内容ꎮ
本文目的是提出一种复合型主题演化模型ꎬ能够有效地揭示金融领域作者研究兴趣的动态变化ꎬ由于研
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究人员更希望了解在该领域下的资深学者的主题变化ꎬ因此本文选取 ３ 位作者(综合考虑作者的发文量、引
用量以及数据库中收录文章的下载量排名前三的作者)的主题演化分析ꎮ 事实上ꎬ由于本文的模型并未对

论文作者的输入作相应的限制ꎬ因此模型可以应用到数据集中的任意一位作者ꎮ
３.５.３　 各作者类别主题兴趣分析

为了分析验证在同一时间段下ꎬ高产、中产、低产作者感兴趣的主题数量的分布情况ꎮ 本文将 ２０１４ 年的

作者按照发表论文数目的多少划分为 ４ 个组ꎬ分别为发表论文数大于 ９ 篇、发表论文数在 ５~９ 篇、发表论文

数在 ３~４ 篇和发表论文数在 １~２ 篇ꎮ 其中发表论文数大于 ９ 篇这一组作为高产作者组ꎬ发表论文数在 ５~９
篇、发表论文数在 ３~４ 篇为中产作者组ꎬ发表论文数在 １~２ 篇为低产作者组ꎮ 另外定义作者下主题概率超

过 ０.０８ 的主题判定为该作者感兴趣的主题ꎬ以此来计算作者感兴趣的主题数目ꎮ ２０１４ 年这 ４ 个作者组的兴

趣主题数分布如表 ５ 所示ꎮ
表 ５　 ２０１４ 年作者兴趣主题数分布

Ｔａｂｌｅ ５　 Ｔｈｅ ｔｏｐｉｃ ｎｕｍｂｅｒ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ａｕｔｈｏｒｓ ｉｎ ２０１４

作者论文篇数
感兴趣主题数目

０ １ ２ ３
>９ ０ ０ １(１４％) ６(８６％)

[５ꎬ９] ０ ８(７％) ３６(３３％) ６４(６０％)
[３ꎬ４] １(０.２％) ９３(２％) １８３(３９.４％) １８８(４０.４％)
[１ꎬ２] １ ５０８(２１％) ３ ０１５(４１％) １ ７９７(２５％) １ ０１２(１３％)

　 　 表 ５ 中ꎬ中产或者低产作者感兴趣的主题数目为 ０ 的情况有 ２ 种:第 １ 种是该作者所发表的文档下主题

出现概率均小于设置的阈值 ０.０８ꎻ第 ２ 种情况是该作者发表的文档为合作作者发表的ꎬ并且该作者的排名靠

后ꎬ在 ＡＴＴ＋ＬＤＡ(ＡＲ)模型下削弱了该作者对于文档中主题的兴趣ꎮ 另外ꎬ从表中可以观察出高产作者感

兴趣的主题数目为 ３ 所占的比例为 ８６％ꎬ其次是 ２ 名中产作者的组所占比例分别为 ６０％和 ４０.４％ꎬ最后为低

产作者组为 １３％ꎮ 感兴趣主题数目为 ０ 和 １ 的表现完全相反ꎬ低产作者组占比最高ꎬ中产组其次ꎬ高产组最

低ꎮ 由此可以了解到在同一时间段下ꎬ高产作者感兴趣的主题数目比中产或者低产作者多的可能性很大ꎮ
这种情况可能是高产作者更专注与该领域的研究ꎬ尝试从各个方面研究问题等原因导致的ꎮ

４　 结语

本文利用主题模型等方法进行主题发现等工作ꎬ通过对这些主题信息进行分析处理ꎬ能够给寻找科研合

作伙伴或者需要了解某个作者的研究动态的用户提供帮助ꎬ为寻找合适的项目合作者的科研人员给予推荐

意见ꎮ 本文的创新之处在于:(１)考虑合作作者排名因素ꎮ 当前对于作者主题的研究中大都没有考虑到合

作作者文献中作者排名的特征ꎬ然而合作作者排名的因素对于作者兴趣的展现有较大的影响ꎬ本文通过在主

题模型中加入合作作者排名特征ꎬ使得本文提出的模型能够更准确地把握作者的主题兴趣ꎻ(２)提出的复合

型主题模型结合了先获取主题再离散到时间窗和将时间因素作为主题模型的内在变量 ２ 种模型ꎬ既考虑了

时间因素作为内在因子对于主题变化的影响ꎬ同时把握了数据集整体的主题内容ꎮ
本文的研究存在以下不足:(１)在结合 ＬＤＡ￣ＡＲ 模型与 ＡＴＴ 模型时ꎬ对 ２ 个模型的权重直接取均值ꎬ这

样虽然在一定程度上简化了算法结构ꎬ但是没有考虑权重的设置对作者主题强度变化影响的问题ꎬ在后续的

研究工作中ꎬ将会对实验中的权重参数进行设置调整分析实验的效果ꎻ(２)在评估复合主题演化模型对于发

现用户的动态兴趣变化的效果方面ꎬ本文也存在一些局限ꎬ在后续实验中ꎬ将采用用户访谈结合人工标注的形

式来进一步检验模型之间的差异性ꎻ(３)时间切片的大小选择对于主题演化趋势的分析具有较大影响ꎮ 通常情

况下ꎬ时间切片过大容易导致主题演化的揭示存在失真现象ꎬ 过小则由于引入较多的时间节点ꎬ增加了计算的

复杂性ꎮ 本文考虑了语料集合的内容及时间属性ꎬ采取了主题演化趋势之中较为常见的时间切片单位(即以年

为单位)ꎮ 在后续研究中ꎬ将进一步研究时间切片增加和缩短对用户兴趣演化趋势分析的影响ꎮ
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